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ALGORITMOS

GENETICOS

Este artigo apresenta os algoritmos genéti-

cos de uma forma simplificada. O objectivo é
mostrar o que sdo, para que servem € COmo

_ funcionam e surge como um primeiro artigo
de apresentacgdo ao tema.

O artigo esta organizado da seguinte forma:

Na secgdo 2 é aprésentado um algoritmo ge- .

nético simples, que é exemplificado na sec-
cdo 3. A seccdo 4 aprofunda os conceitos de:
codificacdo dos individuos, populagao inicial,
tamanho da populag&o, a fungéo objectivo,

a fungdo fitness e, por Gltimo, os operadores
selecgdo, cruzamentb e mutacao. O Teorema
dos Esquemas e a Hipétese dos Blocos sao de-
senvolvidos na seccio 5. A seccdo 6 apresenta
algumas das areas de aplicagdo dos algorit-
mos genéticos. Por dltimo, sado apresentadas
as conclusoes.

&

Marisol Correia | Prof.2 Adjunta na ESGHT

1. Introducdo
s Algoritmos Genéticos (AG) s&o técnicas de pro-
Ocura e optimizag&o baseados em mecanismos-de
seleccéo natural. Foram desenvolvidos por John Holland,
seus colegas e alunos da Universidade de Michigan nas
décadas de 60 e 70, com o objectivo de estudar formal-
mente o processo de adaptagao que ocorre nos sistemas
naturais (natureza) e desenvolver modelos que utilizem 0s

mecanismos de adaptagao natural, implementando-os em
sistemas computacionais (Holland 1975). Estes algoritmos |

permitem abordar problemas complexos sobre os gquais
exista pouca informacéo, excepto a forma de avaliar uma
boa solugdo. Podem ser aplicados a um conjunto diverso
de problemas (Goldberg 1989)} permitindo obter melhores
resuitados que outras técnicas de optimizagao.

As diferencas dos algoritmos genéticos em relacéo a
outras técnicas de procura e optimizag&o residem em:

S N3o trabalharem directamente com o dominio do
problema mas com representacdes dos seus elementos;

o Executarem a procura num conjunto de
candidatos (populagédo) e ndo apenas num;

S  N3o terem conhecimento especifico do problema,
utilizando apenas a fungéo objectivo;

=  Utilizarem basicamente regras probabilisticas.

2. Os Algoritmos Genéticos Simples

Nos algoritmos genéticos as variaveis do problema, ou
conjunto de parametros, s&o representados como genes
num cromossoma (cromossoma esse que se designa por
individuo). O valor que o gene pode tomar & denominado
alelo, enquanto que a posicdo no cromossoma (de um
determinado gene) é denominado locus.

Os algoritmos genéticos utilizam um conjunto de

solugbes candidatas denominado populagdo. Recorrendo
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(seleccdo, cruzamento,

genéticos
mutag&o, entre outros) € possivel encontrar as melhores

aos operadores
solicBes, ou seja, 0s cromossomas mais aptos s&o
escolhidos.

O desempenho ou aptidao (fiftness, em inglés) de cada
individuo (cromossoma) é avaliado com base na fungéo
objectivo. A selecgdo natural permite que os individuos
mais aptos sejam os progenitores da geragao seguinte, ou
seja, gerem descendentes na populagdo seguinte.

Os individuos podem ser considerados a dois niveis:
ao nivel do fendtipo e ao nivel do gendtipo. O fendtipo de
um individuo corresponde ao seu valor no dominio onde
a fungdo objectivo é definida. O gendtipo de um individuo
corresponde & representacao do seu fenétipo. O fenoétipo
¢é codificado no gendtipo, tradicionalmente utilizando o co-
digo binario, mas podendo ser utilizadas outras estruturas
de dados, como os valores reais, matrizes, entre outros.

O operador cruzamento permite que os genes de dois
cromossomas progenitores, previamente seleccionados,
sejam combinados para formar dois novos cromossomas
na populagéo seguinte, os quais, em principio, serdo mais
aptos que os seus progenitores, melhorando a populacgao.

O operador mutacdo permite introduzir diversidade
genética na populagéo. Alterando arbitrariamente um ou
mais componentes de uma estrutura escolhida entre a
descendéncia, este operador permite introduzir novos
elementos a populagdo de forma a assegurar que a
probabilidade de se chegar a qualquer ponto do espaco de
procura ndo seja nula. Este operador aplica-se geralmente
a seguir ao cruzamento.

Apresenta-se a seguir um algoritmo genético simples:

Gerar a populacéo inicial;
REPETIR
Aplicar a fungdo objectivo a todos os individuos
da populacdo actual:
Seleccionar os individuos para reprodugdo com
base na sua aptiddo (fitness);
Aplicar cruzamento e mutacdo aos individuos
seleccionados para reproducgdo;

Substituir populagéo antiga pela nova;
ATE acabar

Como se pode verificar o algoritmo comeca por gerar
@ populagdo inicial, repetindo depois varias acgBes até
atingir um éptimo global ou até que se exceda o ndmero
de geracGes.

Em cada geragdo ¢€ calculado o fitness de cada
individuo, com base na fungdo objectivo, para todos os
individuos que constituem a populagéo. Posteriormente
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sd@o seleccionados, utilizando um dos métodos de
selecgdo, os individuos que serdo utilizados para a
reprodugdo. Aplicam-se depois os operadores cruzamento
e mutacdo aos individuos seleccionados. Os individuos

obtidos constituem a populagao da geragio seguinte.

3. Exemplificacdo de um Algoritmo Genético
Simples

O algoritmo  genético  simples  apresentado
anteriormente sera exemplificado utilizando um exemplo
retirado de Goldberg (1989).

Imagine-se que se pretende maximizar a fungao
f(x)=x2, onde x pode variar entre 0 e 31. Torna-se neces-
sario codificar as varidveis de deciso do problema, que
para o exemplo apresentado corresponde a variavel x.
Esta variavel sera codificada utilizando o alfabeto binario
{0,1} e como uma string de 5 bits, uma vez que sdo neces-
sarios apenas 5 bits para representar os nuUmeros inteiros
entre 0 e 31 (25 =32, permite representar 32 nimeros onde
a string 11111 representa o numero decimal 31. Repare-
se que 1%24+ 1923+ %22+ 1*2'+ 1*20= 16 + 8 + 4 + 2 + 1
=31). _

A seguir € gerada aleatoriamente a populagao inicial,
que por uma questdo de simplificacdo, sera constituida
por apenas 4 individuos. Os individuos gerados estao re-
presentados na tabela 1, juntamente com o valor decimal
correspondente e o valor‘da fungéo objectivo. Como se
trata de um problema de maximizag&o e a fungédo objecti-
vo, f(x)= >'<2, toma sempre valores positivos para todos os
valores de x, o fitness de cada individuo sera calculado
directamente com base na fungio objectivo. A selecgéo
dos individuos para reproducéo pode ser realizada de di-
versas formas, neste caso é realizada utilizando uma ro-
leta (vide 4.4.1 e figura 1) que esta dividida em fungao do
fitness de cada individuo. A roleta foi girada tantas vezes
quanto o numero de individuos que constituem a popu-
lagao, tendo sido seleccionados a string n.° 1 uma Unica
vez, a string n.° 2 duas vezes e a string n.° 4 uma vez. A
string n.° 3 ndo foi seleccionada. Este resultado demons-
tra que, em principio, os melhores individuos s&o copiados
mais vezes, os que estdo na média sdo mantidos e os pio-
res ndo sao seleccionados.
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Tabela 1 - Exemplificagao do algoritmo genético simples (uma geragio)
(adaptado de Goldberg 1989)

] o .
Nimero Populagio S S N,' fje Str{ngs Ponto de Nova
da Inicial x| fx)=x2 y = copias | seleccionadas Cruzamento | Populacio X f(x)=x?
String nicia X f (roleta) | para reprodugao pulag
1 01101 13 | 169 | 0.14 0.58 1 01101 4 01100 12 144
2 11000 | 24 | 576 | 0.49 1.97 2 11000 4 11001 25 625
3 01000 8 64 0.06 0.22 0 11000 2 11011 27 728
4 10011 19 | 381 | 031 | 123 1 10011 2 10000 16 256
| .
Soma(zf ) 170 | 1.00 4.00 4.0 1754
Média 293 | 0.25 1.00 1.0 : 439
Maximo 576 | 0.49 1.97 2.0 728
Figura 1 - Método da roleta (vide 4.4.3), e que s8o transferidos 20 (4*5) bits nesta
geracao, espera-se que 20*0.001=0.02 bits sejam sujeitos
T Método da roleta a mutagao, ou seja, nenhum bit sofrera uma mutacggo (de
0 para 1 ou 1 para 0) nesta geracéo.
Depois dos operadores selecgdo, cruzamento e
14% mutagdo terem sido aplicados, obtém-se uma nova
31%, ~ _ \ populagao que sera utilizada na geragéo seguinte. Como
o String n 1 se pode verificar pela tabela 1, na 22 geracao a populacéo
o o . . P ~
@ String n.° 2 tornou-se em média mais apta que a populagso da geragéo
i o L. ‘- P . .
o Stringn.° 3 inicial (o valor médio da fungdo objectivo aumentou de
. o .
6% o Stringn-° 4 293 para 439). Por outro lado a string 11000, que era o

49%

Depois de seleccionados os individuos para reprodu-
¢do procedeu-se a aplicagdo do operador cruzamento.
Como se considerou uma probabilidade de cruzamento
de 1.0 (vide 4.4.2), nenhum individuo passa directamente
para a populagdo da geragao seguinte, ou seja, todos os
individuos s&o sujeitos ao operador cruzamento. Primeiro
foram seleccionados aleatoriamente (moeda ao ar) os pa-
res que se iriam constituir; a seguir foram seleccionados,
tambem aleatoriamente (moeda ao ar), os pontos de cru-
zamento. Os resultados s&o os indicados na tabela 1: as
strings 01101 e 11000 reproduzem-se, tendo sido selec-
cionado o ponto de cruzamento 4, enquanto que as strin-
gs 11000 e 10011 t&m como ponto de cruzamento o 2. Os
descendentes obtidos do cruzamento do primeiro par sdo
as string 01100 e 11001, os do segundo par sdo 11011 e
10000.

O ultimo operador a aplicar é a mutagéo. Supondo que
a probabilidade de mutagéo para este problema & de 0.001

individuo mais apto (com maior fitness), “produziu” um
individuo ainda mais apto (o valor maximo da funcéo
objectivo passou de 576 para 729).

Como se pode verificar, embora as circunstancias
tenham sido favoraveis, n&o foi por acaso que o melhor
individuo da primeira geragéo foi copiado duas vezes
devido a sua adaptabilidade elevada e acima da média.
Por outro lado quando este individuo se combina para
cruzamento com o segundo melhor individuo dessa
gerac&o, um dos descendentes revela-se ser o melhor na
geragéo seguinte.

A seguir sao explicados com mais pormenor alguns
dos conceitos referidos anteriormente.

4. Desenvolvimento dos conceitos
4.1. Codificacdo
Para representar os genes dos cromossomas da popu-

lag&o € necessario utilizar um alfabeto. Geralmente é uti-
lizado o alfabeto binario {0,1} para representa-los, sendo
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que nesta representagdo cada cromossoma corresponde
a uma string de Os e 1s. No entanto, podem ser utilizados
outros alfabetos. Por outro lado cada cromossoma deve-
ré representar uma solug&o factivel do problema, ou seja,
devem ser cromossomas validos no espaco de busca. Um
dos resultados fundamentais da teoria dos algoritmos ge-
néticos, o Teorema dos Esquemas (sera explicado poste-
riormente), refere que a codificagéo sobre a qual os algo-
ritmos genéticos funcionam melhor é aquela que utiliza um
alfabeto de cardinalidade 2.

4.2. Populagio inicial e tamanho da populacio

Uma vez definida a codificagdo dos individuos é
necessario definir a populagéo inicial. Esta populagao
pode ser criada de forma aleatoria ou utilizando técnicas
heuristicas que permitam uma aceleragao da convergéncia
do algoritmo genético, tendo esta opgdo a desvantagem
de poder conduzir a uma convergéncia prematura do
algoritmo para um optimo local em vez do global. Estudos
empiricos definem que o tamanho da populacéo devera
estar compreendido entre 30 a 100 individuos. O tamanho
da populagdo é importante no algoritmo genético porque
com uma populagdo pequena corre-se o risco de nio
cobrir adequadamente o espago de busca, enquanto que
uma populagdo numerosa pode conduzir a um elevado
custo computacional.

4.3. Funcdes objectivo e Fitness

Nos algoritmos genéticos os individuos sdo avaliados
de acordo com-a fung&o objectivo, que define o problema
em estudo, ou seja, a fungdo objectivo fornece uma
medida de como os individuos se comportam no
dominio do problema. Num problema de maximizagao,
0s individuos mais aptos terfo o maior valor numérico
associado a fung&o objectivo, enquanto que num problema
de minimizagao, os individuos mais aptos sdo aqueles que
Possuem o menor valor numerico da fungéo objectivo
correspondente. Esta medida primaria da aptidao (fitness)
¢ geralmente utilizada para poder determinar a aptidao
relativa (fitness relativo) dos individuos.

A fungdo fitness é normalmente utilizada para
transformar o valor da funcéo objectivo numa medida do
filness relativo, ou seja:

F(x)=g(f(x))

onde f é a fungdo objectivo, g transforma o valor da
fUngéo objectivo num nlimero nao negativo e F é o fithess
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relativo resultante. Este mapeamento é sempre necessério
quando a fungao objectivo corresponde a um problema de
minimizagio e quando, num problema de maximizagao, a
fung&o objectivo tome valores negativos.

Em muitos casos o valor da fungao fithess correspon-
de ao numero de descendentes que um individuo espera
“produzir” na préxima geraggo. Uma transformacéo muito
utilizada é a proporcional ao fitness, ou seja, o fitness in-
dividual F(x) de cada individuo é calculado em fungdo da
performance de cada individuo, isto &, da medida primaria
da aptidao, f(x). relativamente a toda a populacao:

fx)
Nind

Zf(xi)
i=]

I(x;) =

onde N, , corresponde ao tamanho da populaggo e x, é
0 valor do fenétipo do individuo i,

Existem basicamente duas estratégias de atribuicao
do fitness:

> Scaling: o fitness é calculado com base na fun-
¢ao objectivo para que o fitness de todos os individuos
tome sempre valores ndo negativos, permitindo controlar
a distribui¢ao de fitness pelos individuos da populagdo e
limitar o nimero de vezes que cada individuo é seleccio-
nado para reprodugso;

= Ranking: o mapeamento é realizado ordenando
a populagdo pela fungdo objectivo e, consequentemente,
atribuindé o valor fitness a cada individuo de acordo com a
sua posicao na populagéo ordenada.

4.4. Operadores genéticos

Os operadores genéticos transformam a populagéo
através de sucessivas geragBes, sendo necessarios
para que a populagdo se diversifique e mantenha as
caracteristicas de adaptago propagadas pelas geracoes
anteriores. Existem varios operadores, sendo considerados
mais importantes os que a seguir se descrevem.

4.4.1. Selecgdo

O operador selecgdo permite seleccionar os individu-
0s que iréo ser utilizados na reproducdo. O objectivo da
selecgdo € escolher os melhores individuos (com maior
fitness) para que estes originem descendentes ainda mais
adaptaveis ao problema. Existem varios métodos de se-
leccdo dos quais se explicitam alguns:

= Mélfodo da Roleta (Roulette Wheel Selection ou
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RWS): este método foi proposto por Holland e baseia-se
na selecgao proporcional ao fitness, ou seja, 0 numero de
vezes que se espera que um individuo seja seleccionado
para reproduzir corresponde ao valor obtido na funcéo fi-
tness dividido pelo valor médio do fitness de toda a po-
pulaggo. Uma forma de implementar este método € utili-
zando uma roleta onde os individuos estao representados
proporcionalmente ao valor obtido na funcao fitness (vide
figura 1). A roleta é girada tantas vezes quanto o tamanho
da populacg@o, determinando quais os individuos que seréo
utilizados para reprodugdo. Com este método é possivel
que o numero de descendentes que cada individuo origi-
na seja diferente do valor esperado (pode acontecer que 0
pior individuo (com menor fitness) seja escolhido em todas
as vezes em que a roleta for girada);

5  SUS ou Stochastic Universal Sampling: este mé-
todo foi proposto por Baker (1987) e corresponde a um
método de amostragem diferente, embora utilize 0 mesmo
principio da seleccao proporcional ao fitness. Neste mé-
todo nao se gira a roleta N vezes para seleccionar os N
progenitores, mas apenas uma Gnica vez, tendo a roleta
N ponteiros equitativamente espacgados que permitem se-
leccionar os N progenitores num unico giro da roleta. Este
método evita o problema indicado no método da roleta, no
entanto, continua a n3o resolver os problemas que surgem
quando a selecgao & proporcional ao fitness, ou seja, no
inicio da procura um nimero reduzido de individuos con-
siderados mais aptos do que outros e 0s seus descenden-

tes multiplicam-se rapidamente, fazendo com que a con- .

vergéncia do algoritmo seja prematura, impedindo que 0O
algoritmo explore o espago de busca. Por outro lado, no
final da procura, quando todos os individuos da populagao
s3o semelhantes, torna a evolugéo muito lenta;

S Baseado na ordem (Ranking). neste método to-
dos os individuos da populagdo sdo ordenados pelo valor
obtido na funcéo fitness e os primeiros individuos sé&o re-
plicados com varias copias. O numero de exemplares re-
plicados por cada individuo & proporcional & sua posi¢cao
no ranking,

> Selecgdo por torneio: este método escolhe ale-
atoriamente um namero T de individuos da populagéo e
aquele que tem maior pontuagdo & escolhido para que o
seu descendente substitua o que tem menor pontuagao.
Este processo € repetido até que o numero de individuos
seleccionados corresponda ao tamanho da populagao;

S Elitista: foi introduzido por De Jong (1975) e € um
dos métodos de selecgao que obriga o algoritmo genético
a levar um numero determinado de individuos considera-
dos os mais aptos em cada geragéo, para a geracao se-
guinte. Tais individuos podem ser perdidos se nado forem

@
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seleccionados para reprodugéo ou se forem destruidos
pelo cruzamento ou mutag&o. Regra geral a elite tem um
tamanho reduzido, situando-se entre 1 ou 2 individuos
numa populacdo de 50. Estes individuos podem ser esco-
lhidos por amostragem directa, escolhendo-se os melho-
res ou aleatoriamente de entre os methores.

4.4,2. Cruzamento

O operador cruzamento & considerado o operador :
mais importante dos algoritmos genéticos. Permite fazer a
troca de segmentos entre os individuos progenitores que
foram seleccionados para reproduzirem-se, ou seja, per-
mite propagar as caracteristicas dos individuos considera-
dos mais aptos. Este operador & aplicado com uma proba-
bilidade dada pela taxa de cruzamento P, que segundo De
Jong (1975), devera situar-se entre os 065e 0.85! para se
obterem resultados satisfatérios. Uma taxa de cruzamento
de 1.0 indica que todos os individuos sao seleccionados
para reprodug&o, ou seja, ndo existem sobreviventes da
geragao anterior na seguinte. Quanto maior for esta taxa
mais rapidamente novas estruturas serdo introduzidas na
populagao. No entanto, se for muito alta, a maior parte da
populacdo sera substituida, podendo ocorrer perda de in-
dividuos com alta aptidéo. Por outro lado com um valor bai-
x0, 0 algoritmo pode tornar-se muito lento. ,

Quando a representacdo utilizada é a binaria, o cru-
zamento pode ser realizado de diversas formas, sendo de
destacar as seguintes:

a) N-pontos: os cromossomas s&o “cortados” em n
pontos e trocam-se 0s segmentos entre os dois individuos,
gerando dois descendentes. O cruzamento de um ponto e
o de dois pontos sdo as formas mais habituais. De Jong
(1975) chegou a conclus&o que 0 cruzamento de dois pon-
tos permite obter valores satisfatorios, ndo acontecendo 0

mesmo para mais pontos.

Na figura 2 é apresentado um exemplo de cruzamen-
to de um ponto, tendo o 4° bit sido escolhido para cruza-
mento.

Figura 2 — Cruzamento de um ponto

Progenitor 1 Progenitor 2

1101 00101 0100 10111
-
) —
e T
1101 10111 = 010000101

Descendente 1 Descendente 2

A figura 3 apresenta um exemplo de cruzamento de
2 pontos, tendo sido escolhidos o 4° e 7° bits para cruza-
mento.
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m um

Progenitor 2

viduos Progenitor 1
0100 101 11
esco- | nerowtor oG9I
h v e T W
nelno-
110110101 0100001 11

Descendente 1 Descendente 2

a) Uniforme: neste tipo de cruzamento, cada gene dos
descendentes resulta da copia do gene correspondente
de um dos progenitores, escolhido em fungado da méasca-
ra de cruzamento gerada aleatoriamente. Assim, quando
um 1 na mascara de cruzamento, o gene & copiado

erador
fazer a
es que existe
do primeiro progenitor; se existir um 0, o gene é copiado
do segundo progenitor. A figura 4 mostra um exemplo des-

te tipo de cruzamento.

ja, per-
sidera-
 proba-
ndo De
para se Figura 4 — Cruzamento Uniforme

amento

jonados Mascara de cruzamento 101110010
ntes da Progenitor 1 ]19190191
Vol v

sta taxa Descendente 11\0100101

idas na AR
Progenitor 2 010010111

4.4.3. Mutagdo

O operador mutagao é um operador que permite a in-
troducdo e a manutengdo de diversidade genética na po-
pulagdo. Quando a representacao utilizada é a binaria, um
bit sofre uma mutagdo quando ¢ alterado de 0 para 1 ou
de 1 para 0. De notar que a alteragdo de um bit num cro-
mossoma pode fazer com que este represente outro pon-
to, completamente diferente, no espago de busca. A figura

5 mostra o operador mutag&o aplicado ao 5° bit.

dois pon-
ecendo 0 Figura 5 — Operador mutagdo
|
‘uzamen- . Antes da Mutagéo 101110010
ra cruza- ¥
Depois da Mutagéo 101100010
. O operador mutagéo & aplicado depois do cruzamento
e geralmente a probabilidade de mutagéo esta compre-
_endida entre 0.001 e 0.1. Este operador possibilita que se
chegue a qualquer ponto do espago de busca, sendo por-
, tanto a solugdo quando o algoritmo genetico ndo avanga.
. Uma taxa elevada torna a busca essencialmente aleato-
mento de

ria, além de aumentar a possibilidade de que uma boa so-
lugdo seja destruida.

Geraimente a probabilidade de mutagdo mantém-se

#
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constante ao longo de todas as geragdes. No entanto, al-
guns estudos referem que se obtém melhores resuitados
modificando a taxa de mutagZo & medida que se avanca
nas geragoes.

Depois de aplicar os operadores cruzamento e
mutagdo, podem-se obter cromossomas ndo validos
do espago de busca, sendo necessario implementar
procedimentos para resolver esta situacdo, que poderao

ser.

a) Continuar a aplicar os operadores cruzamento

e mutagao até obter um individuo valido;

b)  Atribuir-lhe um valor igual a zerc na funcao
objectivo;
¢) Reconstruir o individuo aplicado-lhe um ope-

rador que se costuma designar por Reparador.

Existem outros operadores, menos utilizados, que
geralmente se aplicam a problemas especificos e que, por
isso, no serdo aqui explicitados.

5. Teorema dos Esquemas

A teoria tradicional dos algoritmos genéticos assume
que os algoritmos genéticos descobrem e recombinam
“plocos” de solugdes, ou seja, que as boas solucdes sao
geralmente compostas por “blocos”.

Holland introduziu em 1975 a nogao de esquemas para
formalizar a nogéo de “blocos”. Um esquema é considera-
do um template que permite a exploragéo de similaridades
entre os cremossomas. E construido introduzindo o sim-
bolo * no alfabeto utilizado na codificagdo dos genes. Um

_esquema representa todas as strings em que coincidem
os Os e 1s em todas as posicdes distintas das ocupadas
por *.

Por exemplo, se considerarmos strings de comprimen-
to 4, temos que o esquema S=(1*0*) representa as seguin-
tes strings: (1000), (1001), (1100) e (1101).

O esquema (1100) representa uma Unica string, en-
quanto que o esquema (****) representa todas as strings
de comprimento 4.

Cada esquema representa exactamente 2¢ strings,
onde r corresponde ao nimero de * no esquema. Por outro
lado, cada string de comprimento m é representada por 27
esquemas. Por exemplo, a string 111 pode ser represen-
tada pelos seguintes esquemas (2°=8): (111), (11%), ("1,
(*11), (17%), (*1%), (**1) @ (***).

Por sua vez, para strings de comprimento m, existem
no total 3™ esquemas possiveis.
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Os esquemas caracterizam-se por duas propriedades:
a Ordem e o Comprimento.

A ordem de um esquema S, denotado por ofS), é o
numero de Os e 1s no esquema. Trata-se, portanto, do nd-
mero de posigbes fixas no esquema. Por outras palavras,
trata-se do comprimento do esquema menos o numero
de * Por exemplo, os seguintes esquemas: S1=(1*1%),
S2=(0010) e S3=(***1), tém as seguintes ordens: 0(S1)=2,
0(S2)=4 e 0{S3)=1.

A noc¢do de ordem do esquema € necessaria para cal-
cular a probabilidade de sobrevivéncia do esquema em re-
lagdo ao operador mutagéo.

O comprimento do esquema S, denotado por &(S), é a
distancia entre a primeira e a Gltima posi¢ao fixa do esque-
ma. Define a compactabilidade da informagado contida no
esquema. Em relagdo aos esquemas S1, S2, e S3 defini-
dos anteriormente, os seus comprimentos sdo os seguin-
tes: 5(81)=3-1=2, 5(S2)=4-1=3 e 5(S3)=4-4=0.

A nocdo de comprimento do esquema é necessaria
para calcular a probabilidade de sobrevivéncia do esque-
ma em relagdo ao operador cruzamento.

O Teorema dos Esquemas estabelece que: esquemas
curtos, de baixa ordem e com adaptagédo ao problema su-
perior & adaptacdo média da populacéo, obtém nas gera-
¢Oes subsequentes do algoritmo genético, um incremento
exponencial no numero de individuos que se associam
aos esquemas.

Um resultado imediato do Teorema dos Esquemas é a
Hipétese dos Blocos, que estabelece que: o algoritmo ge-
nético procura o dptimo global através da justaposigdo de
esquemas curtos, de baixa ordem e com uma adaptacédo
superior & média. ]

A Hipdtese dos Blocos sugere que o problema da co-
dificagdo num algoritmo genético é crucial para o seu bom
desempenho e que essa codificagdo deverd ter em conta
a hipétese enunciada. No entanto, a utilizacdo dos blocos
tal como enunciado pela Hipétese dos Blocos, pode deso-
rientar o algoritmo genético e fazé-lo convergir para 6pti-
mos locais. Este fenémeno denomina-se por Deception.
Existem trés formas de lidar com este problema:

a) Conhecimento prévio da fungdo objectivo
para que a codificacao seja realizada da forma mais

apropriada;

b)
melhor organizagdo de bits para formar os blocos;

Utilizag&o do operador Inversdo que permite a

c) Utilizando os denominados Messy Genetic
Algorithms (Goldberg et al 1989).

lizagao;

.
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-damente optimas, numa grande variedade de problemas,

O Teorema dos Esquemas e as suas implicacdes no
comportamento dos algoritmos genéticos tem sido
alvo de criticas por parte da comunidade académi-
ca, especialmente daqueles que propSem novas
abordagens aos algoritmos genéticos.

6. Aplicabilidade

Os algoritmos genéticos foram aplicados em diversas
areas, sendo de destacar as seguintes (Goldberg 19889,
Hurley et al. 1996, Mitchell 1996):

= Servigos financeiros — optimizag&o de portfolio,
atribuicdo de crédito;

=» Gestéo estratégica — previsdo dos lucros da em-
presa;
= Problemas de localizagdo — planeamento da loca-

= Problemas de distribuicdo e de fransporte;
2 Planeamento da produgdo — custo, inventario,
producdo e mao-de-obra;
2 Problemas de calendarizagdo — horarios escola-
res;
= Engenharia civil — optimizagdo discreta de estru-
turas.

7. Conclusdes

Como se verificou ao longo deste documento, os algo-
ritmos genéticos sdo métodos de busca e optimizacao que
simulam os processos naturais de evolugdo. Sdo técnicas
eficientes na busca de solugdes Optimas, ou aproxima-

uma vez que ndo imp&em algumas das limitagGes encon-
tradas noutros métodos de busca tradicionais.

Como ja foi referido, este artigo surge como introdugzo
ao tema, tendo-se decidido apresentar os conceitos de for-
ma simplificada. Como néo foi possivel explicar e aprofun-
dar alguns dos termos indicados, por limitagdes do tama-
nho do artigo, a autora pretende apresentar um proximo
artigo para aprofundar os conceitos abordados. IR
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